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            초록
          
        

        
          Unlike the major equipment used in power plants, auxiliary equipment usually does not possess a real-time system to analyze the machine condition. Therefore, detecting the fault of such auxiliary equipment in advance is difficult. Thus, the diagnosis of auxiliary equipment at a less cost is important for minimizing the downtime due to the fault of the equipment. In this paper, we introduce a diagnosis method for auxiliary equipment in power plants using rule-based and deep-learning algorithms. First, we calculate the probability of cause of a fault from current symptoms by using the rule-based algorithm. The rule used in this algorithm is established based on expert experience. We then conduct orbit detection using a convolution neural network. This algorithm self-learns the filter to classify orbit images as normal, rubbing, and unbalanced. The weakness of the deep-learning algorithm can be compensated by combining the results of the aforementioned methods.
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      1. 서 론
      상대적으로 중요도가 낮은 발전소의 보조기기는 가격 상의 문제로 실시간 상태 감시 및 진단 시스템이 갖추어지지 않은 경우가 많다. 하지만 보조 기기의 고장 시에도 발전소가 가동을 중단하게 될 위험이 있으며 이에 따른 손실이 계속되는 것이 사실이다. 현재 이러한 문제를 해결하기 위하여 보조기기를 여러 대를 보유하고 있으며 고장 시 대체 가동을 시키는 방식으로 이를 대비하고 있다. 하지만 이는 비용적인 측면에서 비효율적이다. 따라서 가동 중단 상황이 발생하기 전 의심 증상을 발견하면 그 원인을 신속하게 해결하는 것이 중요하다. 이러한 이유로 최근 저비용으로 보조 기기의 상태를 실시간으로 사전 진단 및 분석을 하는 연구에 대한 필요성이 대두되고 있다. 이 논문에서는 이를 진단하기 위한 규칙 기반 알고리듬과 딥러닝 알고리듬을 동시에 사용하는 방법을 소개한다. 규칙 기반 알고리듬을 이용하여 현재 기기에 나타나는 증상들을 측정 후 전문가의 경험에 의존한 규칙 표를 기반으로 그 원인을 추정한다. 또한 진단을 수행하고자 하는 발전소 보조 기기의 주요 파트인 회전체에 대하여 진단 방법으로 궤도 진단을 수행하였다. 진단 방식으로는 합성곱 신경망을 이용하였으며 회전 축에 수직한 두 축의 위치로 생성한 궤도 이미지를 이용하여 합성곱 신경망을 학습시켰다. 합성곱 신경망은 스스로 normal, rubbing, unbalance 세 종류의 원인을 분류하기 위한 필터를 학습하여 이미지를 입력 받을 시 그 이미지에 해당하는 원인을 진단한다. 이 논문에서는 딥러닝의 블랙박스 문제를 보완하면서 스스로 특성 인자를 찾아내는 딥러닝의 장점을 얻기 위하여 이 두 알고리듬의 결과를 동시에 사용하였다. 이처럼 분류기 집합을 구성하여 예측에 가중치를 부여한 뒤 새 데이터 요소를 분류하는 학습 알고리듬은 단일 분류기보다 성능이 우수하며 쉽게 과적합 되지 않는 장점이 있다(1).

    

    

  
    
      2. 보조기기 이상 진단 알고리듬
      
        2.1 알고리듬 소개
        
          (1) 규칙 기반 알고리듬
          발전소 보조 기기의 특정 증상이 관측되었을 때 원인을 추정하여 이를 수정하기 위한 알고리듬으로 설비의 육안 점검 결과만을 가지고 설비의 이상 원인을 추정하는 것을 목표로 한다. 하지만 어떤 원인이 존재할 때에 증상이 발생할 확률을 구하는 것은 원인을 설정한 뒤 관측하면 되는 것으로 비교적 쉽게 값을 얻을 수 있는 반면, 특정 증상이 관측되었을 때 그 원인을 역 추적하는 것은 다양한 변수를 함께 고려하여야 하기 때문에 어려운 경우가 많다. 그럼에도 불구하고 실제 현장에서 관측할 수 있는 것은 증상이므로 증상을 관측하여 그 원인을 추적하는 방법을 연구하는 것이 필요하다. 즉, 얻을 수 있는 데이터는 원인 존재 시 증상 발생 확률이며 이를 통해 구해야 할 내용은 증상 발생시 특정 원인의 존재 확률이다. 이를 통하여 설비의 이상 증상의 원인을 확인 및 제거하고 증상을 개선할 수 있다.

          규칙 기반 알고리듬은 베이즈 정리(Bayes’ rule) 에 기반을 두고 있다. 베이즈 정리는 두 확률 변수의 사전 확률과 사후 확률 간의 관계를 나타내는 정리로 아래의 식으로 표현할 수 있다.
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          여기서 P(H)는 H의 사전확률로 E에 대한 어떠한 정보도 없을 때의 H의 확률이다. 또한 P(E|H)는 H를 알고 있을 때의 E의 조건부 확률이며 P(E)는 정규화 파라미터로 정의할 수 있다. 따라서 베이즈 정리를 통하여 원인에 따른 증상의 확률을 이용하여 증상 관측 시 원인의 확률을 계산할 수 있다.

          규칙 기반 알고리듬의 기반이 되는 데이터, 즉 사전 확률은 현장에서 기기의 상태를 점검하고 진단하는 전문가의 의견이다. 규칙 표는 현장 전문가가 각각의 원인에 의해 발생할 수 있는 증상들을 체크한 리스트를 기반으로 이의 신뢰도를 0.9로 설정하여 만든 표이다. 아래 Table 1은 이 규칙 기반 알고리듬에 사용한 규칙 표의 일부이다. 행과 열은 각각 설비에서 관측된 증상과 그 원인이다. 표의 내용은 진단 대상 설비에서 특정 원인이 존재 시 증상 발생 확률을 나타낸다.

          
            Table 1 
				
            

            
              Rule table
            
            

          

          
            
              
                	
                	Over Vibration
                	Low discharge pressure
              

            
            
              	Over inlet temperature
              	0.1
              	0.9
            

            
              	Bolt loosening, damage
              	0.9
              	0.1
            

          

          

          즉 이 표에 따르면 ‘과도한 입구 온도’ 원인이 존재할 때 ‘과도한 진동’이 관측될 확률은 10 %, ‘토출압 감소’가 관측될 확률은 90 %이다. 이 표의 표기 값을 P(E|H)로 설정한 후 베이즈 정리의 식을 이용하여 P(H|E)를 계산할 수 있다.

          이와 같이 베이즈 정리를 이용하면 단일 증상에서의 사전 확률을 이용하여 사후 확률을 계산할 수 있다. 뿐만 아니라 여러 증상이 복합적으로 발생하는 경우까지 확장가능하다. 한 가지 증상만을 확인하여 어떤 원인의 존재 여부를 따지는 것보다 여러 가지 복합적인 증상의 발생 여부, 관측여부에 따라서 원인의 존재 여부 및 확률을 판단 시 더 높은 신뢰도를 얻을 수 있기 때문이다. 따라서 이처럼 여러 가지 증상의 발생, 미발생, 미측정 등을 한꺼번에 고려하는 방법 또한 필요하다. 이는 단일 증상에서의 원인의 확률을 구할 때 사용한 사전 확률을 똑같이 사용하며 확률변수간의 독립 및 종속 관계를 이용하여 관계식을 정의하여 이를 계산한다. 여러 개의 증상이 관측 되었을 때의 각 원인의 존재 확률은 식 (2)와 같이 정리할 수 있다.
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          현재 원인과 증상이라는 두 확률 변수 간의 관계는 Fig. 1과 같다. 또한 Fig. 1과 같은 관계를 가질 때 H를 알고 있다면 각 E들은 서로 독립으로 취급할 수 있다.

          
            
            

            Fig. 1 
				
            

            
              Relationship between variables
            
            

            

          

          
            
            

            Fig. 2 
				
            

            
              Recursive bayesian estimation
            
            

            

          

          따라서 H의 정보가 주어졌을 때의 여러 개의 증상 E가 발생할 확률은 H의 정보가 주어졌을 때 각 E가 발생할 확률의 곱으로 나타낼 수 있다. 따라서 위의 식 (2)를 식 (3)과 같이 정리할 수 있다(2).
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          이러한 방법으로 확률 변수 간의 관계와 베이즈 정리를 활용하여 여러 증상을 복합적으로 고려한 원인의 확률을 식 (3)을 통해 계산할 수 있다. 또한 현장에서 매번 모든 증상을 측정하는 것이 아니기 때문에 미측정, 측정하였지만 미발생한 것, 그리고 측정을 해서 증상 발생을 확인한 것 3가지로 체크리스트를 만들어서 편의성을 높였다.

          앞서 설명한 규칙기반 알고리듬을 이용하여 다양한 증상의 발생, 미발생, 미측정에 따른 원인의 확률을 각각 계산할 수 있다. Fig. 3은 규칙 기반 알고리듬을 통해 가상의 증상을 가정하여 계산한 원인의 확률을 나타내며, 과도한 진동을 측정하고 이의 발생을 확인하였을 때 원인의 확률을 나타낸 것이다. Fig. 3에서 보면 네 가지 원인 모두 과도한 진동을 유발할 수 있는 원인임을 알 수 있다.

          
            
            

            Fig. 3 
				
            

            
              E1 measure & occur
            
            

            

          

          Fig. 4는 이후 토출압 감소를 측정 후 이의 미발생을 확인하였을 때의 원인 확률이다. H2, H3의 확률이 0에 가깝게 줄어들었다.

          
            
            

            Fig. 4 
				
            

            
              E1·E2 measure, E1 occur
            
            

            

          

          Fig. 5는 마지막 증상인 축 정렬 상태의 변화를 측정한 후 발생을 확인하였을 때의 결과이다. 여러 증상을 확인하자 가능한 원인이 배관 변형 한가지로 줄어들었다.

          
            
            

            Fig. 5 
				
            

            
              E1·E2·E3 measure, E1·E3 occur
            
            

            

          

          이와 같이 규칙 기반 알고리듬과 육안 점검 결과를 활용하여 설비의 이상 원인을 알 수 있으며 여러 증상을 확인할수록 그 정확도를 높일 수 있다.

        

        
          (2) 합성곱 신경망(3)
          현재 진단하고자 하는 설비는 회전기기로서 이를 진단하는 다양한 방법 중 가장 일반적인 방법은 진동 분석 방법이다. 회전체의 이상 발생시 그 결함 유형에 따라 진동 신호의 패턴이 다르기 때문에 이를 이용한 분석과 모드 분석법(4) 또는 주파수 성분 분석법(5) 등의 다양한 진동 연구가 선행되어왔다. 이 논문에서는 합성곱 신경망을 이용하여 자동화하는 방법을 사용하였다.

          1989년 얀 르쿤 교수에 의해 처음 소개된 합성곱 신경망은 이미지 분석 및 패턴 분석에 특화된 알고리듬으로 성능이 좋을 뿐만 아니라 현재 관련된 선행연구가 많이 진행되어 있어 시기 적절한 활용에 용이하다. 따라서 합성곱 신경망을 진단에 활용하기 위하여 시계열 신호인 진동 신호의 이미지화 하는 전처리 작업이 필요하다. 진동 신호를 이미지화 하는 방법은 대표적으로 단시간 푸리에 변환(STFT, short time Furrier transform), 웨이블렛 변환(wavelet transform)(6), 그리고 궤도 이미지를 활용한 방법(7)이 있다. 통신상의 문제로 원본 데이터를 전송하지 못하기 때문에 단시간 푸리에 변환 및 웨이블렛 변환은 적용이 어려웠고 따라서 궤도 이미지를 이용한 패턴 분석 및 분류를 진행하였다.

          회전체의 회전 축에 수직한 두 축의 변위의 궤도 이미지를 활용한 궤도 분석도 대표적인 진동 분석의 일종이다. 하지만 궤도 형상과 크기의 다양성, 복잡성으로 인해 궤도 분석을 통한 이상 진단은 주로 전문가의 경험에 의지하는 경우가 많다(8). 따라서 궤도 패턴을 머신러닝 또는 딥러닝으로 분석하여 이를 자동화하는 것은 비용 절감 및 시간 절약의 효과가 있다.

          이 논문에서 합성곱 신경망을 적용하여 분류를 진행한 패턴은 정상(normal), 마찰(rubbing), 불균형(unbalance)의 3가지이다. Fig. 6에서 각 양상 별 궤도 이미지의 패턴을 확인할 수 있다. 이 논문에서 사용한 합성곱 신경망 모델은 Fig. 7과 같다.
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            Fig. 7 
				
            

            
              CNN model structure
            
            

            

          

          합성곱 신경망의 학습 및 검증을 진행한 데이터는 RK4 데이터를 활용하였으며, 이를 7:3의 비율로 학습 전에 나누어 70 %를 학습에 사용하고 학습에 사용하지 않은 30 %의 데이터를 검증에 사용하였다. 또한, RK4로 측정되지 않은 추가적 검증으로 외부의 마찰 데이터(KEPRI 제공)를 사용하였고 이를 마찰로 진단하였다.

        

      

      
        2.2 장단점 및 융합 가능성
        규칙 기반 알고리듬은 전문가의 경험을 기반으로 규칙 표를 작성하여 이 규칙 표에 따라 설비의 상태를 진단한다. 따라서 규칙 기반 알고리듬은 결과의 근거가 규칙 표에 있으며 이는 전문가의 진단 및 의견과 비슷한 결과를 낼 수 있다. 이는 자동화 알고리듬을 실제의 시스템에 적용할 때 매우 중요한 부분이다.

        또한 규칙 기반 알고리듬은 매우 직관적인 결과를 보여줄 뿐만 아니라 간단한 체크리스트만 확인하면 해당 증상에 따른 원인을 찾을 수 있기 때문에 비전문가도 쉽게 사용할 수 있다는 장점이 있다. 이는 전문 인력 고용에 따른 인건비를 절감할 수 있는 효과가 있다.

        하지만 규칙 표를 사람이 직접 작성하여야 하며 미처 고려하지 못한 원인 또는 증상이 존재할 시에는 이에 대한 대처가 불가능하다.

        딥러닝 알고리듬은 모든 특성 벡터 추출을 모델 스스로 진행하며 이 연구에서 사용한 합성곱 신경망 알고리듬은 이미지를 분류하기 위한 필터를 스스로 학습하는 모델이다(9). 딥러닝 알고리듬에서 필터를 학습하는 과정은 규칙 기반 알고리듬에서 규칙 표를 작성하는 부분과 비슷하지만 사람이 직접 이를 작성할 필요가 없어 편리하다. 또한 사람이 미처 고려하지 못한 부분까지 합성곱 신경망의 비선형성을 통해 고려할 수 있다. 이는 결과의 정확도를 향상 시킬 수 있으며 실제로 합성곱 신경망을 통해 궤도 이미지 분류를 수행 시 검증 데이터 분류 정확도 99 % 이상으로 좋은 결과를 얻을 수 있었다.

        하지만 딥러닝 알고리듬은 특성 벡터 추출, 즉 필터를 학습하는 과정이 모델에 포함되어 있으며 이 과정에서 수많은 비선형성을 포함하기 때문에 딥러닝 모델의 학습과정에서의 판단 근거를 알기는 쉽지 않다. 즉, 딥러닝 모델을 이용하여 결론을 얻을 수는 있지만 그 근거는 얻기 어렵다. 이러한 블랙박스문제는 딥러닝의 높은 정확도와 낮은 비용, 그리고 높은 효율성에도 산업에서 딥러닝만을 이용하여 설비 진단을 하는 것을 지양하게 하는 원인으로 딥러닝의 블랙박스 문제를 해결하기 위한 시도가 다양한 분야에서 시도되어 왔다(10).

        이 논문에서는 블랙박스 문제를 해결하기 위하여 앞서 소개한 규칙 기반 알고리듬과 합성곱 신경망을 동시에 사용하여 두 알고리듬의 단점을 서로 보완하며 정확도와 신뢰도를 모두 높일 수 있는 모델을 제시한다.

        Fig. 8과 같이 앙상블 모델을 활용할 수 있다. 불균형 문제가 발생시 주파수 1X 성분이 2X성분에 비해 매우 크게 측정되는 특성이 있다. 이 경우 규칙 기반 알고리듬에서 1X와 2X 성분에 대한 내용을 입력하여 불균형이라는 결론을 얻고 합성곱 신경망의 진단 결과로 불균형이라는 결론을 얻어 이를 불균형의 문제라고 최종 진단할 수 있다.
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            Ensemble example
          
          

          

        

      

    

    

  
    
      3. 결	론
      규칙기반 알고리듬은 전문가의 의견을 기반으로 하여 신뢰도는 높다는 장점이 있지만 전문가가 직접 규칙 표를 작성하여야 하며 규칙 표에 표기되지 않은 내용에 대해서는 고려할 수 없는 단점이 있다. 그리고 딥러닝 알고리듬은 전문가가 직접 패턴 특성 분석 등의 작업을 하지 않아도 되며 선행 연구에 없는 특성도 모델이 직접 찾아내어 이를 반영하기 때문에 정확도가 높다. 하지만 블랙박스 모델이라는 단점도 존재한다. 따라서 이를 동시에 활용하면 상호보완의 효과가 있어 신뢰도 및 정확도, 편의성을 모두 얻을 수 있다. 이 연구를 통하여 저비용의 딥러닝 기반 강건한 보조기기 진단을 할 수 있다. 다만 두 알고리듬이 추정하는 원인의 종류가 다르기 때문에 이들 알고리듬을 함께 사용하기 위해서 이를 보정하기 위한 연구가 필요하다. 따라서 추후 연구할 내용은 비슷한 증상에서 야기되는 원인들을 범주화하고 물리적 관계 및 데이터간의 상관관계를 분석하여 표현을 통일하는 작업이 필요하다. 또한 원인들 간의 상관관계를 파악하여 표현을 수정하는 연구가 추가적으로 필요하다.

    

    

  
    
      기 호 설 명
      
        
          	
          	
        

        
          	
            E : 
          
          	
            관측된 증상(evidence)
          
        

        
          	
            H : 
          
          	
            가능한 원인(hypothesis)
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