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            초록
          
        

        
          The investigation of tire-road noise according to the type of road pavement is time-consuming and expensive. In this study, an artificial neural network model was applied to address this problem. Models to classify road pavement types (for example, transverse-tined, longitudinal-tined, NGCS, DG, and SMA) were implemented and their performance were compared. Input data were constructed by combining the features extracted from tire-road noise and road surface images. The tire-road noise collected using the OBSI measurement method was analyzed for the sound pressure level, sound intensity, and sound quality indices. Road surface image data were analyzed using the image feature extraction algorithms of the Hough transformation and histogram of gradient(HOG). The top 10 important variables were selected by inputting each feature into a random forest model, and artificial neural network models were constructed by each feature. The classification accuracy of the model using only acoustic features was 90.8 % and that using only image features was 88.8 %. The accuracy of the model using both features was 97.3 %. The overall classification performance was improved by using the acoustic and image features.
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      1. 서 론
      도시의 발전과 국민의 소득 증가로 도로 이용 차량이 증가하였으며, 이를 수용하기 위해 도로 확대 및 고속도로, 자동차 전용도로 건설 등의 대책을 적용하고 있다. 이는 도로 이용자의 편의를 증대시켰으나, 교통관련 소음 민원은 전년 대비 증가율이 2018년에 1.3 %, 2019년 3.9 %로 도심지역에서 꾸준히 문제가 되고 있다(1). 도로교통소음은 불쾌함 또는 수면방해 등의 정신적, 신체적 피해를 입혀 도로 주변 거주민들의 우려가 증가하고 있다(2,3).

      도로교통소음은 크게 엔진소음, 기체소음, 타이어-노면소음으로 구성되어 있으며, 이 소음들의 비중은 차종, 차속 등에 따라 달라진다. 특히, Rassmessen 등(4)의 연구에 따르면 저속에서는 엔진소음의 비중이 가장 크며, 차속이 증가할수록 타이어-노면소음의 비중이 점차 증가한다. 따라서, 고속도로, 자동차전용도로와 같이 차량의 주행속도가 높은 도로에서는 타이어-노면소음이 주된 소음원이라 할 수 있다. 타이어-노면소음은 타이어뿐만 아니라 차량이 주행하는 노면의 상태에 따라 달라지기 때문에 도로의 상태를 파악하고 그에 따라 소음을 관리하는 것이 필요하다. 다만 현재 도로 상태를 조사하는 것은 비용뿐만 아니라 인력이 많이 소모되는 단점이 있어 데이터 수집에 한계가 있다. 다양한 연구들이 이 문제를 해결하기 위해 기계학습을 적용하고 있는 추세이며, 대부분의 연구는 도로 노면이 촬영된 영상을 통해 도로의 상태를 파악한다(5~7).

      이 연구에서는 노면 영상뿐만 아니라 음향 데이터를 복합적으로 사용한 기계학습 모형에 대해 연구하였다. 도로의 상태 중 포장의 종류를 분류하는 기계학습모형을 구축했으며, 학습데이터로 타이어-노면소음 데이터와 노면 영상 데이터를 복합적으로 사용하여 성능이 높고 적용 범위가 넓은 모형을 연구하고자 한다. 먼저 국내 고속도로 6곳의 일부 구간에서 타이어-노면소음과 노면 영상 데이터를 수집, 분석하였다. 그다음으로 랜덤 포레스트 모형을 이용하여 포장 분류에 중요한 영향을 미치는 음향 및 영상 특징들을 선정하고 학습데이터를 구축하였다. 마지막으로 인공신경망 모형에 구축된 학습데이터를 입력하여 학습결과를 비교하였다. 인공신경망 모형은 음향 특징만 입력한 모형, 영상특징만 입력한 모형, 두 가지 특징을 모두 입력한 모형을 구현하였다. 구현된 기계학습모형은 타이어-노면소음 데이터와 노면 영상 데이터로 도로포장 종류를 분류하였으며, 이는 적은 비용과 시간으로 도로의 상태를 파악하면서 소음데이터 수집을 가능하게 한다. 이 연구를 기반으로 지속적으로 도로 상태를 모니터링하여 도로 주변의 소음환경이 개선될 것으로 기대한다.

    

    

  
    
      2. 연구방법
      
        2.1 연구 대상 지역
        국내 고속도로의 일부 지점을 대상으로 타이어-노면소음 측정과 노면 영상을 촬영하였다. 타이어-노면소음도 측정방법은 기타 소음을 제외하고 타이어-노면소음을 집중적으로 측정할 수 있는 OBSI(8) 측정방법을 채택하였다. 측정 지점은 이 연구에서 분류하고자 하는 횡 타이닝(transverse-tined), 종 타이닝(longitudinal-tined), DG(diamond grinding), NGCS(next generation concrete surface), SMA(stone mastic asphalt pavement)가 포함된 지점을 선정하여 측정하였다(8~10). Table 1은 측정 지점 위치와 각 지점에 설치되어있는 도로포장의 종류이다. 측정 지점은 도로 표면에 파손이 없는 양호한 포장상태이며, OBSI 방법에서 요구되는 최소거리 134 m±3 m를 만족하는 지점으로 선정하였다. 측정 기간은 2020년 8월부터 약 2달간 진행하였으며, 사용된 장비는 Fig. 1에 나타내었다.

        
          Table 1 
				
          

          
            Types of road pavement at the measurement sites
          
          

        

        
          
            
              	Measuring point
              	Type of road pavement
              	Length [m]
            

          
          
            	Gyeongbu expressway
            	Site 1-1
            	Transverse-tined
            	1154
          

          
            	Site 1-2
            	DG
            	415
          

          
            	Jungbunaeryuk expressway
            	Site 2-1
            	NGCS
            	483
          

          
            	Site 2-2
            	SMA
            	779
          

          
            	Gwangjudaegu expressway
            	Site 3-1
            	Longitudinal-tined
            	751
          

          
            	Site 3-1
            	SMA
            	1053
          

          
            	Seohaean expressway
            	Site 4-1
            	Transverse-tined
            	518
          

          
            	Site 4-2
            	NGCS
            	553
          

          
            	Jungang expressway
            	Site 5-1
            	Transverse-tined
            	647
          

          
            	Site 5-2
            	DG
            	272
          

          
            	Pyeongtaek Jecheon expressway
            	Site 6
            	Longitudinal-tined
            	840
          

        

        

        
          
          

          Fig. 1 
				
          

          
            Data sampling system
          
          

          

        

      

      
        2.2 자료수집 및 분석
        
          (1) 타이어-노면소음
          다양한 타이어-노면소음도 측정방법 중 미국도로교통협회인 AASHTO에서 규정하는 On Board Sound Intensity(OBSI) 측정방법을 준용하여 측정하였다(11). OBSI 측정방법은 1/3 옥타브밴드 대역 중 400 Hz ~ 5000 Hz 대역의 음의 세기 레벨(LOBSI)을 측정하여 타이어-노면소음도를 평가한다. OBSI 측정을 위해서는 도로 외부를 접하고 있는 차량의 오른쪽 뒷바퀴에 2개의 인텐시티 프로브를 설치하여 타이어와 노면 사이에서 발생하는 소음의 음의 세기를 측정한다. 이 연구에서는 OBSI 방식으로 측정한 타이어-노면소음의 음의 세기 외에도 음압레벨, 음질지수 5가지에 대해서도 도로에 설치된 포장종류별로 분석하였다. 타이어-노면소음의 분석은 0.1초 단위로 수행 후 기계학습 모형에 입력하였다. 기계학습모형의 학습에 앞서 각 도로포장의 종류별로 측정된 음 세기 레벨, 음질지수 등의 비교를 수행하였다. 6개의 지점에서 측정된 소음데이터를 도로포장의 종류별로 구분한 뒤 평균하여 비교하였으며 포장종류별 측정값은 Table 2에 나타냈다.

          
            Table 2 
				
            

            
              Acoustic analysis of tire-pavement noise
            
            

          

          
            
              
                	
                	Trans
                	Longi
                	NGCS
                	DG
                	SMA
              

            
            
              	LOBSI
[dBA]
              	108.6
              	101.6
              	101.7
              	103.5
              	103.8
            

            
              	SPL
[dBA]
              	110.1
              	103.6
              	103.9
              	105.7
              	105.2
            

            
              	Loudness
[sone]
              	307.0
              	239.6
              	246.2
              	263.9
              	241.2
            

            
              	Sharpness
[acum]
              	6.9
              	5.9
              	5.9
              	6.1
              	5.8
            

            
              	Roughness
[asper]
              	0.1
              	0.1
              	0.1
              	0.1
              	0.1
            

            
              	Fluctuation strength
[vacil]
              	0.1
              	0.0
              	0.1
              	0.1
              	0.0
            

            
              	Tonality
[tu]
              	7.2
              	0.6
              	0.8
              	1.2
              	0.5
            

          

          

          음의 세기 레벨(LOBSI)을 도로포장종류에 따라 비교하였을 때, 횡 타이닝이 108.6 dBA로 가장 높았으며, 종 타이닝과 NGCS 포장이 101.6 dBA, 101.7 dBA로 가장 낮은 값이 측정되었다. 이외의 DG와 SMA의 경우 103.5 dBA, 103.8 dBA로 유사한 값을 보였다. 음압 레벨도 음의 세기 레벨과 유사하게 횡 타이닝에서 소음도가 가장 높았으며, 종 타이닝과 NGCS에서 가장 낮은 값이 측정되었다. 타이닝의 간격 및 종류에 따라 다른 주파수특성을 가지며, 특히 콘크리트 포장의 경우 사람에게 불쾌감을 유발시킬 수 있는 순음을 발생시키는 특성이 있다(12). 이러한 주파수특성을 고려하기 위해 음질지수 loudness, sharpness, roughness, fluctuation strength, tonality에 대해 분석을 진행하였다. Loudness는 횡 타이닝에서 307.0 sone으로 가장 높은 값을 보였다. 그다음은 DG가 263.9 sone으로 분석되었다. Sharpness 분석 결과 5가지의 포장 중 횡 타이닝에서 다른 포장에 비해 약 0.8 acum ~ 1.1 acum의 높은 값을 가졌으며, 나머지 포장들은 유사한 값이 나타났다. Roughness와 fluctuation strength의 경우에는 포장종류별 평균값으로 비교하였을 때, 종류에 따라 명확한 차이를 보이지 않았다. 마지막으로 tonality는 횡 타이닝에서 7.2 tu로 다른 포장에 비해 높은 값을 보였으며 음질지수 중 가장 두드러지는 특징을 보였다.

          도로포장종류별 주파수특성을 분석하기 위해 FFT분석을 진행하였고 모든 포장에서 800 Hz ~ 1000 Hz 주파수대역이 주요 소음으로 발생하는 것을 확인하였다. 특히, 다섯 가지의 포장 종류 중 횡-타이닝에서 발생하는 소음은 900 Hz 부근에서 피크값이 나타나는 특징을 보였으며, Fig. 2를 통해 확인할 수 있다.

          
            
            

            Fig. 2 
				
            

            
              FFT analysis at representative sites
            
            

            

          

          이처럼 횡 타이닝의 경우, 900 Hz 부근에서 나타나는 피크로 인해 다른 포장 음압레벨과 음질지수가 구분되는 것으로 판단된다.

        

        
          (2) 노면 영상의 분석 방법 및 결과
          노면 영상은 차량 후면에 부착된 카메라를 통해 초당 30프레임으로 촬영하였다. 수집된 영상 중 도로포장 분류에 방해가 되는 그림자, 도로노면표시 등이 포함된 영상은 제외하여 사용하였으며, 촬영한 영상을 프레임 단위의 사진으로 변환한 후 프레임마다 도로의 표면이 두드러지는 지점을 관심 영역(region of interest, ROI)으로 지정하여 이미지 프로세싱 기법을 적용하였다. 포장종류별 대표지점의 노면 이미지를 Fig. 3에 나타내었으며, ROI 적용 예시는 Fig. 3(a)에 나타내었다. 다른 이미지에서도 모두 동일한 ROI를 적용하였다. 이미지 특징 추출에 사용된 알고리즘은 허프 변환(Hough transform)과 HOG(histogram of oriented gradient)이며, MATLAB R2020a를 사용하였다.

          
            
            

            Fig. 3 
				
            

            
              Sampled road surface images
            
            

            

          

          첫 번째로 허프 변환은 영상에서 직선을 검출하기 위해 주로 사용되는 알고리즘으로 이 연구에서는 종 방향 직선을 추출하기 위해 적용하였다. Fig. 4에 나타난 것과 같이 횡 타이닝과 SMA와 같이 종 타이닝이 존재하지 않는 포장의 경우 추출된 종 방향 직선 개수의 평균값은 0.4개와 0개로 나타났다. 이를 제외한 포장은 종 타이닝이 적용된 포장으로 평균적으로 50개 이상의 직선이 추출되었다.

          
            
            

            Fig. 4 
				
            

            
              The number of longitudinal lines extracted through Hough transform algorithm
            
            

            

          

          두 번째로 HOG 알고리즘은 영상 내의 구역별로 명암의 기울기 방향 성분의 발생 빈도를 누적시켜 히스토그램을 생성한다. 이 알고리즘 또한, 타이닝의 방향 및 깊이에 영향을 받으며, 방향(gradient orientation)의 크기(gradient magnitude)에서 차이를 보이게 된다. 또한, ROI를 네 개의 셀로 나눈 후 각 셀의 히스토그램을 분석하였으며, 포장종류별 분석된 결과의 평균을 Fig. 5에 나타내었다. 종 타이닝이 있는 경우 수직 방향(80° ~ 100°)에서 높은 값을 보였으며, 횡 타이닝이 있는 경우는 이와 반대로 수평 방향(0° ~ 20°, 160° ~ 180°)에서 높은 값을 보였다. 다만, DG의 경우 수직 방향과 수평 방향에서 비슷한 값을 보였다. 이는 이 연구에서 측정한 DG 포장이 Fig. 3(d)처럼 기존의 횡 타이닝 포장에 바퀴가 닿는 면만 DG 포장을 시공하여 두 가지 포장이 복합적으로 구성되어 있어 나타난 결과로 판단된다. 타이닝이 존재하지 않는 SMA의 경우 DG와 유사하게 수평과 수직 방향에서 유사한 값이 나타났으며, 다른 포장에 비해 방향별 값의 차이가 작게 나타났다.

          
            
            

            Fig. 5 
				
            

            
              HOG value by pavement type
            
            

            

          

        

      

      
        2.3 랜덤 포레스트 모형을 통한 변수선정
        랜덤 포레스트는 2001년에 Leo Breimna에 의해 제시된 알고리즘으로 다수의 의사결정트리 기반의 예측모델을 학습하여 정확도를 높이는 앙상블 기계학습 기법이며, 의사결정트리에서 발생하는 과적합을 방지한다(13). 이 연구에서는 Python의 Scikit-learn을 이용해 랜덤 포레스트 모형을 구현하였으며(14), 그리드 검색(Grid search)을 통해 각 모형의 최적의 파라미터를 설정하였다. 랜덤 포레스트 모형의 경우 변수의 중요도 분석이 가능하여 이를 기반으로 주요 변수를 선정하였다. 음향 특징 데이터를 사용한 모형과 이미지 특징 데이터를 사용한 모형을 각각 구현하고 음향과 이미지 특징별로 중요도를 분석하였다.

        2.2절 (1)에서 분석한 음향특성을 1/3 옥타브밴드 대역 중 400 Hz ~ 5000 Hz 대역의 음의 세기(13개)와 해당 주파수대역의 총 음의 세기 레벨(LOBSI), 소음도, 음질지수(loudness, sharpness, roughness, fluctuation strength, tonality)로 구성하였으며, 이를 랜덤 포레스트 모형에 입력하여 변수 중요도 분석을 진행하였다. 포장 분류에 중요한 영향을 미치는 10개의 변수를 선정하였으며, 선정된 변수는 1/3옥타브대역 중 400 Hz ~ 5000 Hz 대역의 총 음의 세기 레벨(LOBSI)과 800 Hz ~ 2000 Hz 대역의 음의 세기, loudness, fluctuation strength, tonality이다.

        2.2절 (2)에서 분석된 이미지 특성은 허프변환을 통한 종 방향 직선 개수, HOG 알고리즘을 통한 각 셀의 기울기 방향 히스토그램(총 36개, 4 cells × 9 bins)으로 구성하였으며, 이를 랜덤 포레스트 모형에 입력하여 변수중요도 분석을 진행하였다. 중요도 상위 10개의 변수를 분석한 결과 허프 변환을 통해 추출한 종 방향 직선의 개수, HOG 알고리즘으로 정중앙 셀(cell(2, 2))을 분석한 히스토그램이 주된 변수였다.

      

      
        2.4 인공신경망 모형 구현
        이 연구에서 구현하고자 하는 모형은 총 세 개로 사용되는 입력데이터에 따라 나뉜다. 첫 번째 모형(M1)은	측정방법을 통해 측정된 도로포장별 음향 데이터를 입력데이터로 사용한 모형이며, 두 번째 모형(M2)은 도로포장별 추출된 이미지 특징 데이터를 입력데이터로 사용한 모형이다. 마지막으로 세 번째 모형(M3)은 음향 데이터와 이미지 데이터를 모두 입력데이터로 사용한 모형으로, 두 데이터가 동시에 존재하는 데이터를 선별하여 사용하였기 때문에 M1과 M2에 비해 적은 데이터의 개수를 가졌다. 각 모형의 변수는 랜덤 포레스트 모형을 통해 선정된 주요 변수들로 구성하였다.

        인공신경망 모형은 데이터를 받아들이는 입력층(input layer)과 계산된 데이터를 생성하는 출력층(output layer), 입력층과 출력층을 연결하는 은닉층(hidden layer)으로 나눌 수 있다. Python을 활용하여 2개의 은닉층을 가진 인공신경망을 구현하였다. 이 연구에서 검토한 결과를 토대로 높은 효율을 가지는 매개변수를 설정하였다. 훈련데이터와 테스트데이터의 비율을 2:1로 설정하였으며, 활성화 함수의 경우 은닉층에는 ReLU함수, 출력층에는 소프트맥스 함수를 사용하였다. ReLU(rectified linear unit)는 가장 많이 사용되는 활성화 함수 중 하나로, 0보다 작은 값이 나온 경우 0을 반환하고, 0보다 큰 값이 나온 경우 그 값을 그대로 반환한다(15). 소프트맥스(Softmax)는 신경망의 출력층에서 사용하는 활성화 함수로, 입력받은 값을 출력으로 0 ~ 1 사이의 값으로 모두 정규화하며 출력값들의 총합은 항상 1이 되는 특성을 가진다(16). 소프트맥스 함수를 통과한 출력 값 가운데 가장 높은 값이 나타난 노드가 정답으로 선택된다. 또한, 과적합 문제를 방지하기 위해 AdaGrad와 drop-out을 적용하였으며(17,18), drop-out의 비율은 0.5로 설정하였다. 모형별로 최적의 분류성능을 가지는 학습 횟수(epoch)와 은닉층의 노드수를 적용하였다. 구성된 인공신경망 모형은 Table 3과 같다.

        
          Table 3 
				
          

          
            Training conditions and accuracy of the three artificial neural network models
          
          

        

        
          
            
              	Training conditions
              	M1
              	M2
              	M3
            

          
          
            	Input data type
            	Acoustic features date
            	Image features data
            	Combined features of acoustic and image
          

          
            	Number of data
            	10,748
            	16,460
            	7,422
          

          
            	Number of hidden layers
            	2
            	2
            	2
          

          
            	Number of nodes
            	Input
            	10
            	10
            	20
          

          
            	Hidden
            	192
            	200
            	176
          

          
            	Output
            	5
            	5
            	5
          

          
            	Epoch
            	1900
            	2000
            	1800
          

          
            	Accuracy (%)
            	Train
            	90.6
            	88.9
            	97.6
          

          
            	Test
            	90.8
            	88.8
            	97.3
          

        

        

      

    

    

  
    
      3. 연구결과
      구현된 3개 모형의 매개변수 설정값과 분류정확도를 Table 3에 나타내었다. M1의 분류정확도는 90.8 %였으며, M2는 88.8 %로 나타났다. M1과 M2의 입력데이터를 모두 사용한 M3의 경우 두 모형에 비해 약 7.5 % 상승한 97.3 %의 정확도를 보였다.

      각 모형에 대해 포장별 분류결과를 분석하였으며, M1의 오분류표(confusion matrix)인 Table 4를 통해 확인할 수 있듯이 전반적으로 81 % 이상의 높은분류정확도를 보였다. 특히, 횡 타이닝의 분류정확도가 97.7 %로 가장 높았다. 이는 2.2절 (1)에서 분석한 결과와 같이 횡 타이닝은 다른 포장과 구분되는 특징을 가져 나타난 결과로 판단된다. 다만, NGCS 포장과 DG에서 다소 낮은 81.3 %와 82.4 %로 정확도를 보였다. NGCS의 경우 SMA로 오분류되는 경우가 가장 많았다. 상대적으로 분류가 잘되는 종 타이닝에서도 SMA로 혼동하는 비율이 높다.

      
        Table 4 
				
        

        
          The classification results of ANN model using acoustic features data (M1)
        
        

      

      
        
          
            	
              Answer
            
            	Trans
            	Longi
            	NGCS
            	DG
            	SMA
          

          
            	Predict
          

        
        
          	Trans
          	
            1087
          
          	3
          	2
          	14
          	17
        

        
          	Longi
          	1
          	
            711
          
          	19
          	9
          	29
        

        
          	NGCS
          	1
          	10
          	
            404
          
          	16
          	27
        

        
          	DG
          	14
          	1
          	13
          	
            272
          
          	25
        

        
          	SMA
          	10
          	39
          	59
          	19
          	
            781
          
        

        
          	Accuracy
          	97.7 %
          	93.1 %
          	81.3 %
          	82.4 %
          	88.9 %
        

      

      

      M2의 포장별 분류결과는 Table 5에 확인할 수 있듯이, 다른 모형에 비해 포장별 분류 편차가 크게 나타났다. NGCS 포장의 분류정확도는 98.9 %로 100 %에 가까운 높은 정확성을 보였으나, DG 포장의 분류정확도는 51.2 %로 매우 낮게 나타났다. 특히 M2 모형은 DG를 횡 타이닝으로 혼동하는 비율이 37.4 %로 나타났다. 2.2절의 (2)에서 노면 영상 분석 시 언급한 것과 동일하게 이 연구에서 측정한 DG포장의 경우 횡 타이닝의 포장과 DG의 포장이 복합적으로 구성되어 있어 나타난결과로 보인다. NGCS의 정확도는 98.9 %로 M1의 81.3 %보다 17.6 %가 높게 나타났다. 특히 M1에서는 SMA로 오분류되던 문제가 사라졌다. 이는 이미지 데이터가 NGCS를 분류하는 데 강점을 가지는 것으로볼 수 있는데 Fig. 4에서 확인 가능한 NGCS와 SMA의 직선 개수 차이와 Fig. 5에서 확인 가능한 HOG 값의 분포 차이로 보인다.

      
        Table 5 
				
        

        
          The classification results of ANN model using image features data (M2)
        
        

      

      
        
          
            	Answer
            	Trans
            	Longi
            	NGCS
            	DG
            	SMA
          

          
            	Predict
          

        
        
          	Trans
          	
            1544
          
          	25
          	3
          	203
          	141
        

        
          	Longi
          	13
          	
            1022
          
          	6
          	17
          	7
        

        
          	NGCS
          	0
          	11
          	
            826
          
          	3
          	0
        

        
          	DG
          	22
          	7
          	0
          	
            278
          
          	8
        

        
          	SMA
          	104
          	5
          	0
          	42
          	
            1200
          
        

        
          	Accuracy
          	91.7 %
          	95.5 %
          	98.9 %
          	51.2 %
          	88.5 %
        

      

      

      M3는 음향 및 이미지 특징을 모두 사용한 모형으로 포장별 분류결과를 Table 6에 나타내었다. M3 모형의 경우 모든 포장 종류에서 높은 분류성능을 보였다. 특히, 종 타이닝과 NGCS에서는 100 %에 가까운 성능을 보였으며, DG 포장에서 가장 낮은 정확도를 보였으나, M1과 M2보다 상승한 91.7 %의 분류성능을 보였다. 이는 DG의 이미지에 횡 타이닝이 동시에 나타나지만, 소음 발생에는 영향을 주지 않기 때문에 음향 데이터가 분류성능을 높인 것으로 보인다.

      
        Table 6 
				
        

        
          The classification results of ANN model using acoustic and image features (M3)
        
        

      

      
        
          
            	Answer
            	Trans
            	Longi
            	NGCS
            	DG
            	SMA
          

          
            	Predict
          

        
        
          	Trans
          	
            743
          
          	0
          	0
          	14
          	11
        

        
          	Longi
          	0
          	
            465
          
          	1
          	1
          	0
        

        
          	NGCS
          	0
          	4
          	
            359
          
          	1
          	0
        

        
          	DG
          	9
          	0
          	0
          	
            243
          
          	11
        

        
          	SMA
          	10
          	0
          	0
          	6
          	
            596
          
        

        
          	Accuracy
          	97.5 %
          	99.1 %
          	99.7 %
          	91.7 %
          	96.4 %
        

      

      

    

    

  
    
      4. 결 론
      이번 연구에서는 음향 및 이미지 데이터를 사용하여 도로포장을 분류하는 기계학습모형을 구현하고 성능을 비교·분석하였다. 음향 데이터는 OBSI 측정방법을 통해 도로포장종류별로 수집 및 분석하였으며, 동시에 촬영된 노면 영상을 다양한 이미지 특징 추출 알고리즘을 통해 분석하였다. 분석된 데이터를 랜덤 포레스트에 입력하여 분류에 주요한 영향을 미치는 변수들을 선정한 후 입력변수에 따라 인공신경망 모형 M1, M2, M3를 구현하였다. M1과 M2의 변수를 복합적으로 사용한 M3의 경우 하나의 특징을 사용한 M1, M2에 비해 약 7 % 정도 상승한 97.7 %의 분류정확도를 보였다. 또한, 두 모형에서 분류정확도가 높고 낮은 포장종류가 달랐으며, 복합적으로 특징을 사용함으로써 상호보완하여 각 포장별 분류결과에서도 전반적으로 상승된 분류성능이 나타나는 것을 확인할 수 있었다. 이 연구에서 구현된 모형은 추후 포장의 종류를 확인하기 어려운 지점에서도 포장 종류별 소음도 측정이 가능하여 데이터 축적을 용이하게 할 것으로 예상한다. 축적된 데이터는 적절한 포장 종류 선정 또는 변경에 기초자료로 사용하여 도로주변에서 발생하는 소음민원을 저감시키는데 기여할 것으로 예상된다.

      다만 특이점을 제거한 데이터를 사용한 모형이며, 포장종류가 5종류에 제한된다는 한계가 있어 음향과 이미지 데이터의 전처리 연구, 추가적인 포장종류 분석 등의 연구가 필요할 것으로 판단된다. 또한, 타이어-노면소음은 포장의 종류뿐만 아니라 노후도에 영향을 받기 때문에 이 연구를 기반으로 추가적인 연구가 진행된다면 더욱 효율적으로 소음환경을 고려한 도로관리가 가능할 것으로 예상된다.
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